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SwinTransformerとSwinUnetのマルチタスク学習を用い
た画像認識

平田 航大1,a) 大北 剛1,b)

概要：本論文では, マルチタスク学習のトランスフォーマーによる手法である MTL-Swin-Unet を提案
した. 疑似相関問題に陥った場合に, このマルチタスク学習のトランスフォーマーによる手法を用いる
ことにより, セグメンテーションの表現と, 画像再構成タスクの表現の手助けを得ることにより, 分類器
SwinTransformer のみであるより, マルチタスク学習により洗練された表現を得ることができるのではと
いうアイデアである. 実験では, この提案手法 MTL-Swin-Unetは,テストデータが同じ患者のスライスを
含む設定 (共分散シフトではない設定)では F値が, 他の分類器の性能より高い結果を得た. また、テスト
データが同じ患者のスライスを含まない設定 (共分散シフトの設定)では,AUCが最も高い結果を得た.

Image Recognition Using SwinTransformer and Multitask Learning of
SwinUnet

Abstract: This paper proposes a method MTL-Swin-Unet which is multi-task learning using transformers
for classification and semantic segmentation. For sprious-correlation problems, this method allows us to
enhance the image representation with two other image representations: representation obtained by seman-
tic segmentation and representation obtained by image reconstruction. In our experiments, the proposed
method outperformed in F-value measure than other classifiers when the test data included slices from the
same patient (no covariance shift). Similarly, when the test data did not include slices from the same patient
(covariance shift setting), the proposed method outperformed in AUC measure.

1. はじめに
画像認識は, 畳み込みニューラルネットワークをベース

とする認識からビジョントランスフォーマーによる認識へ
と移行し, 事前学習を用いた形で大幅に性能を改善してい
る. 画像の場合, ImageNet[1], CoCoなどのデータセット
にある物体を対象として事前学習をして、この事前学習し
たモデルを用いて転移学習やファインチューニングを行う.

この形を取ることにより、事前学習をした画像データのド
メインと対象とするドメインが異なる場合には, ドメイン
間の差を縮めるドメイン適応と呼ばれる手法を用いたこと
になる. 事前学習した物体と類似するドメインであれば, こ
のアプローチを行うことで目的とする結果を得ることがで
きるが, 非常に例は少ないが, 対象とするドメインのデータ
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が疑似相関 (spurious correlation)[2]に陥る場合には, この
通常の対処方法では対処できないこともある.

疑似相関問題 [2]とは, 対象とする物体を認識するのが
目的であっても, 対象ではない物体が不幸にも対象とする
物体として機械学習モデルが構築されてしまう現象を言
う. たとえば, 水鳥の画像が対象であった場合, 背景画像は
往々にして, 湖/池/川/海である. 水鳥だからである. つま
り,湖/池/川/海などという水に関係する物体が、画像内に
映っていることが多い. このよう場合、不幸にも、水鳥で
はなく, 背景画像にある水に関係する物体が誤った対象と
して, 学習器が構築されてしまう. この現象を疑似相関と
言う. ところで, 画像認識では, 予測の根拠を確認する方法
があり, Grad-CAM [3]で色付けした画像, もしくは,アテ
ンション重みを色付けした画像を見れば、このような疑似
相関に陥っているかどうか判断できる. 構築した学習器が,

水鳥を学習していれば、水鳥が色付けされ, 水に関係する
物体を学習していれば、別の場所が色付けされる.
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本論文の対象は, 血腫の一種であるハイポデンシティー
というマーカーを分類することである. この対象となる血
腫マーカー以外にも, 他の血腫マーカーが 3種類ある設定
である. つまり, 正のクラスのハイポデンシティーという
マーカーを分類する際に, 負のクラスでは 3種類の血腫の
画像が存在し, これらだけではなく,血腫でない画像が多数
含まれる. このような設定のため, 正のクラスが血腫を含
む画像、負のクラスが血腫を含まない画像が, 疑似相関し
やすい設定となる. 試しに構築した学習器では, 血腫以外
の頭骨や脳の中心部などに色付けされ, 疑似相関に陥って
いることが容易に確認できた. 我々の論文の対象の分類問
題は, このような非常に特殊な場合に相当する. 医用画像
だからという理由ではなく, つまり, 対象とする部分が血腫
であるから陥る場合ではないので注意されたい.

疑似相関問題に対するアプローチには, 重み付けによる
方法 [4], サンプリングによる方法 [5], データ拡張による方
法 [6], ポストキャリブレーションによる方法 [4], 最悪のグ
ループエラーによる方法 [2]などが試されてきた. 本論文
では, これらとは異なり, 画像の表現を, 別の目的を用いて
精練することにより, 全体としての精度を上げる方法を取
る. 自己教師あり学習は, ラベルづけされていない (大規模
な)データを用いて, 画像の表現を学習する. この大規模な
データから学習した画像の表現を用いて, 後続タスクであ
る本来の目的にラベルつきデータとして訓練する際に、補
助的な情報として与えてやることで後続タスクの精度を上
げる方法である.

2. 関連研究
直接的に同じ脳画像 CTを用いて、同じ血腫を目的とし

た関連研究は [7]である. ここでは, U-Net[8] を用いたセ
マンティックセグメンテーションと, Efficient-b3畳み込み
ニューラルネットワーク [9] を用いたジョイント学習を行
う. Efficient-b3畳み込みニューラルネットワークを用いる
際に, 本論文ではないが, ウェーブレット変換を CNNアー
キテクチャに組み込むことで，通常のCNNでは失われやす
いテクスチャ情報を保持する機構としてWavelet CNN[10]

も用いる. Efficientnetは, ImageNet[1]で事前学習したモ
デルを用いている. セマンティックセグメンテーションと
畳み込みニューラルネットワークのジョイント学習が効果
的であったことを報告している. なお, この論文では CT

画像を患者ごとに選択した設定 (つまり, 共分散シフトの設
定)も試しており、こちらの設定では性能が芳しくないこ
とも報告されている. また、Wavelet CNNの効果は思った
ほどの効果はなかったことも報告されている.

3. 提案手法
本章では，複数タスクを組み合わせるためにどのように

モデルを構築したかを述べる．マルチタスク学習とジョイ

ント学習の 2種類の方法で学習を行った．マルチタスク学
習では，Swin-Unet[11]が持つセマンティック・セグメン
テーションに，分類タスク・再構成タスクを追加して結果
を比較した．ジョイント学習では，Swin-Unet[11]でセマ
ンティック・セグメンテーションを行った後，SwinTrans-

former のエンコーダの表現を分類タスクに利用した．実
験では 1 つ目の手法を MTL-Swin-Unet, 2 つ目の手法を
Joint-SwinTransformerと呼んでいる．

3.1 Swin-Unetを用いたマルチタスク学習
3.1.1 アーキテクチャ
1つ目の提案手法のアーキテクチャを図 1に示す．セマ

ンティックセグメンテーションを目的とした Swin-Unet

に，再構成タスク（reconstruction）と分類タスク（classifi-

cation）を追加した．各タスクは，Swin Transformerエン
コーダを共有している．エンコーダでは，画像の段階的な
ダウンサンプリングを行い，階層ごとの表現を生成する．
セグメンテーションタスク，再構成タスクでは，エンコー
ダを対称にした形の Swin Transformerデコーダ [11]を用
いる．デコーダでは，エンコーダによって抽出された表現
と，スキップ接続を介して送られる各階層ごとの表現を用
いて，入力画像の解像度に復元する．分類タスクでは，エ
ンコーダから得られた表現を入力として線形層による分類
を行う．
セグメンテーション・画像再構成タスクのデコーダ
セグメンテーションタスクと画像再構成タスクのデコー

ダには，Swin-Unet[11] のセグメンテーションタスクに
利用されているデコーダを利用する．デコーダは，Swin

Transformerエンコーダと対称的な構造を持っている．
各ステージの最初にエンコーダで得られた表現のアッ

プサンプリングをパッチ拡張層によって行う．この層で
は，まず入力特徴量のチャネル方向を線形層を用いて 2倍
に拡張する (h,w,C) → (h,w, 2C)．次に，形状変換を行
う rearrange処理によって，チャネル方向から解像度の方
向にアップサンプリングを行う (h,w, 2C) → (2h, 2w, C

2 )．
この処理によって，パッチマージ層とは対称的に次元数を
下げつつ解像度を上げている．
SwinTransformerブロックの前には，U-Net[8]と同様に

スキップ接続を行う．同じ階層のエンコーダの表現を保存
しておき，チャネル方向に結合を行う．最後に，線形層に
よって 2 倍になった次元は元の次元に戻される．これに
よって，ダウンサンプリングによって失われる空間情報を
補完する．
分類ヘッド
分類はエンコーダの最終出力にグローバル平均プーリ

ングを適用し，線形層を通すことで行われる．ViT[12]や
DeiT[13]などは最終出力を CLS-tokenとしているためこ
こではパッチを出力としているため，グローバル平均プー
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図 1: MTL-Swin-Unetのアーキテクチャ

リングで表現の集約を行う．
3.1.2 損失関数
セグメンテーションタスクは，画像内の対象物をピクセ

ル単位で予測する．セグメンテーションタスクは難しいタ
スクのために，2つの損失関数の重み付き和を用いる．1

つ目の損失関数は，セグメンテーションタスクの損失を直
接最適化するためのクロスエントロピー関数である．以下
の式で示される．

Lce(p, q) = −
∑
i

pi log qi (1)

ここで，pは正解ラベル，qは推論結果である．しかし，画
像に占める対象物体が小さい場合は不均衡データとなって
しまい，最適化がうまくいかない可能性がある．そのため，
2つ目の損失関数として Dice損失を用いる．Dice損失は
正解の領域と推論結果の領域の重なり具合を計算し，以下
の式で示される．

Ldice(p, q) = 1−
2
∑

i piqi∑
i(pi + qi)

(2)

最終的なセグメンテーションタスクの損失は，2つの損失
関数の重み付き和となるので，以下の式で示される．

Lseg = λce · Lce + λdice · Ldice (3)

ここで，λは各タスクの重みであり，実験では λce = 0.4，

λdice = 0.6を用いている．画像再構成タスクは，デコーダ
の出力が入力画像を予測するように学習させる．再構成タ
スクでは平均二乗誤差を用いた．平均二乗誤差は以下の式
で示される．

Lrec(p, q) =
1

n

∑
i

(pi − qi)
2 (4)

クラス分類タスクでは，セグメンテーションタスクの 1つ
目の損失関数と同じように，クロスエントロピー関数を用
いて損失 Lcls を求めた．マルチタスク学習は，一般的に
各タスクの損失の重み付き和で最適化を行い最小値を求め
る．最終的な損失は，次の式のように各タスクの損失の重
み付き和によって算出される．

L = λcls · Lcls + λseg · Lseg + λrec · Lrec (5)

実験では，3タスクのマルチタスク学習の場合 λcls = 0.3，
λseg = 0.4，λrec = 0.4を用いている．また，2タスクのマ
ルチタスク学習の場合 λcls = 0.4，λseg = 0.6，もしくは
λcls = 0.4，λrec = 0.6を用いている．最後に，セグメン
テーションタスクと分類タスクを同時に行うとき，分類に
はラベルが存在するがセグメンテーションにはラベルが存
在しない場合がある．例えば，血腫のない画像にはセグメ
ンテーションのマスク画像が存在しない．そのため，セグ
メンテーションのマスクが存在する画像のみで損失の計算
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を行い，バッチごとに平均することでセグメンテーション
の損失としている．

3.2 Swin-Unetを用いたジョイント学習
3.2.1 アーキテクチャ
2つ目の提案手法のアーキテクチャを図 2に示す．この学

習方法は，先行研究 [7]に基づいている．最初に，Swin-Unet

を用いて血腫の画素を予測するセグメンテーションタスク
を行う．次に，Swin-Unetで学習させたエンコーダのパラ
メータを凍結させる．最後に，通常の SwinTransformerエ
ンコーダと凍結させたエンコーダの表現を結合させて，そ
の表現を分類タスクに利用する．
セグメンテーションタスクの表現を持つエンコーダ
ジョイント学習の事前のセグメンテーションタスクと

して，Swin-Unetを利用して学習した．Swin-Unetのエン
コーダは，SwinTransformerのエンコーダと同じ構造であ
る．SwinTransformerブロックでは表現の学習を行う．セ
グメンテーションタスクによって学習されたエンコーダ
は，セグメンテーションタスクの固有の表現を持つ．これ
を分類タスクに利用する．事前のセグメンテーションタス
クの学習結果は節??に示している．
クラス分類時のエンコーダ
クラス分類タスクを行うときのエンコーダとして，Swin-

Transformerエンコーダと，セグメンテーションタスクに
よって学習された SwinTransformerエンコーダを用いる．
具体的には，入力された画像は学習可能なエンコーダと，
節 3.2.1で学習を行ったエンコーダを学習不可能にしたエ
ンコーダにそれぞれ入力する．それぞれのエンコーダから
出力された特徴ベクトルは，チャネル方向に結合を行い 1

つのベクトルとする．SwinTransformerエンコーダのパッ
チマージ層はダウンサンプリングの役割を持つ．各ステー
ジの前にパッチマージングがされるため，ステージの深さ
が同じであれば解像度も同じである．セグメンテーション
タスクによって学習されたエンコーダと，学習可能なエン
コーダは同じ深さのステージなので，2つのエンコーダか
ら出力されるベクトルはそのままチャネル方向に結合して
いる．
分類ヘッド
分類ヘッドは，節 3.1.1と同じ構造を用いている．ただ

し，結合された表現を入力できるように線形層の入力次元
数を変更している．
3.2.2 損失関数
1つ目の手法と同様に，事前のセグメンテーションタス

クではクロスエントロピー関数と Dice損失の混合の損失
関数を用いて，クラス分類タスクではクロスエントロピー
関数を用いた．

4. 設定と実験結果
この章では，血腫がハイポデンシティであるかどうかに

対して，2つの手法を用いて実験を行った．

4.1 データセット
4.1.1 使用するデータセット
本研究では，CT画像を用いるが, これは先行研究 [7]で

使用したものと同じである. データは，DICOM形式で保
存されており，ピクセル値の単位はハウンズフィールド
（HU）である．収集されたデータは，HU範囲に従ってコ
ントラストが調整されている．また，1から 4の施設に対
してはセグメンテーションタスクのアノテーションデータ
が存在する．このデータは，血腫が存在する画素に対して
マスクされている．
血腫にはハイポデンシティ，マージンイレギュラーサイ

ン，ブレンドサイン，フルイドレベルなどと言った血腫の
見え方の異なる名前のついた急性脳内血腫（ICH）のマー
カーが存在する (図 3参照). これらは別々の医師が ICHの
マーカーとして有用そうなものを示し, これらが ICHにど
う関わるかは, Boulouisら [14]が議論する. このため，4つ
のクラスは重複可能であり, マルチラベル問題となる．実
験では，ハイポデンシティのみに注目して, ハイポデンシ
ティであるかどうかを分類するタスクとして考える．つま
り，データセットには，血腫が無い画像と 4つの血腫クラ
スを重複して持つ画像があるが，ハイポデンシティである
画像をすべて分類することをタスクとして設定した．
4.1.2 データ設定
実験では，1から 11の施設の 11780枚を使用した．施

設 1の 1割である 179枚をテストデータ，施設 1の残り
の 9割と施設 2から 4の 9912枚のうち 8割を訓練データ，
残りの 2 割を検証データとして扱った．このデータセッ
トは，同じ患者の CT画像を複数のスライスに分割してい
るため，訓練データとテストデータに同じ患者のスライス
が入っている可能性がある．そこで，同じ患者のスライス
がテストデータに入らない場合を評価するために，5から
11の施設の 1868枚から 179枚をランダムに選択しテスト
データとした．ここで，陽性の比率が施設 1からとったテ
ストデータと同じになるように選択している．実験では施
設 1からとったテストデータをテストデータ（病院 1-4），5
から 11の施設からとったテストデータをテストデータ（病
院 5-11）として，2種類のテストデータに評価している．
訓練データは病院 1-4から構成される患者の CT画像で
あり, テストデータ (病院 1-4)は同じ病院 1-4から構成さ
れる患者の CT画像である。このことから, 同じ患者の同
じ撮影日の CT画像のスライスが使われている可能性があ
る. 一方, テストデータ (病院 5-11)は, 訓練データが病院
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図 2: Joint-SwinTransformerのアーキテクチャ

(a)hypodensity (b)others

図 3: （a）ハイポデンシティ （b）ハイポデンシティ以外の，血腫クラスが重複していない画像（左から，血腫のない画
像，マージンイレギュラーサイン，ブレンドサイン，フルイドレベル）

1-4からの患者の CT画像である. つまり, 同じ患者の同じ
撮影日の CT画像のスライスが使われていない. 前者は,

分類として見た場合に共分散シフトの設定ではなく, 一方,

後者は共分散シフトの設定だと言える.

4.2 学習器の設定
1 つ目の提案手法である MTL-Swin-unet では，4 種類

の設定で実験を行った．分類タスクがメインタスクなの
で，分類タスクと画像再構成タスク（cls + rec），分類タ

スクとセグメンテーションタスク（cls + seg），分類タス
クとセグメンテーションタスクと画像再構成タスク（cls +

seg + rec）の 3つの組み合わせで実験を行った．これに
加えて，3つのタスクを行うモデル（cls + seg + rec）で
はモデルサイズを大きくした tinyで実験を行った．2つ目
の提案手法である Joint-SwinTransofrmerでは，通常サイ
ズと tinyサイズで実験を行っている．分類タスクの比較
手法として，ResNet152[15]，Swin Transformer[16]，Swin
Transformer tiny[16]，joint-Learning[7] で実験を行った．
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セグメンテーションタスクの比較手法として，U-Net[8]と
Swin-Unet[11]で実験を行った．
すべての学習について，Python3.7，pytorch1.13.1で行っ

た．学習の設定はほとんど [11]に従っている．入力の画像
サイズは 224× 224にリサイズしている．各モデルのエン
コーダは，ImageNet[1]によって事前学習されたパラメータ
によって初期化している．最適化手法はモーメンタム 0.9，
L2正則化 0.0001の確率的勾配降下法を用いて，分類タスク
を含む学習は 600エポック，セグメンテーションタスクのみ
の学習は 200エポックで行った．学習率の初期値とバッチ
サイズは学習によって異なる．MTL-Swin-Unet-tiny（cls

+ seg + rec）ではバッチサイズ 32，学習率 0.01を用いた．
他の Swin-Unetを用いたマルチタスク学習と Swin Trans-

former[16]ではすべてバッチサイズ 64，学習率 0.01を用
いている．Joint-SwinTransformerと Joint-Learning[7]で
はすべてバッチサイズ 128，学習率 0.004 で学習させた．
ResNet[15]はバッチサイズ 128，学習率 0.01で学習させた．
最後に，U-Net[8]と Swin-Unet[11]はバッチサイズ 32，学
習率 0.01で学習させた．すべての学習で学習率の減衰を
行っている．学習率 lr はイテレーション iter ごとに以下
の式に従って減少する．

lr = lrbase × (1− iter

itermax
)0.9 (6)

ここで lrbase は学習率の初期値，itermax はイテレーショ
ンの最大値である．
入力画像とセグメンテーションのマスク画像に同様の

データ拡張を行っている．この実験では，次の処理を組合
せることでデータ拡張を行っている．
• 0，90，180，270度の回転がランダムに適用された後，
上下か左右のフリップをランダムに行う．

• -20から 20度の間で， ランダムに回転を行う．
それぞれ，5割の確率で独立に適用される．つまり，デー
タに変形が加えられない場合，どちらか一方のデータ拡張
が適用される場合，どちらも適用される場合が存在する．
最後に，明示しない場合には Swin Transformer[16] を

アーキテクチャに持つモデルのエンコーダの 3ステージ目
のブロック数を 2個に，入力時のチャネルを 96に設定して
いる．Swin Transformer[16]のモデルサイズは，この 3ス
テージ目のブロック数と入力チャネル数によって決まる．
実際に tinyはブロック数 6，チャネル数 96，baseはブロッ
ク数 18，チャネル数 128と異なる．Swin-Unet[11]の研究
ではモデルサイズによる性能の影響を調べているが，モデ
ルを大きくしても大きな性能の向上はみられなかった．そ
のため [11]のコードではエンコーダの 3ステージ目のブ
ロック数を 2個にしたものをデフォルトにしている．明示
しない場合はこの設定に従っている．

4.3 実験結果
表 1は，テストデータ（病院 1-4）とテストデータ（病

院 5-11）に対する，提案するMTL-Swin-Unetとその比較
手法の結果である．結果から，MTL-Swin-Unet（cls + seg

+ rec）はテストデータ（病院 1-4）において accuracyが
0.961，Ｆ値が 0.903であり最も高い値を得た．テストデー
タ（病院 5-11）では，MTL-Swin-Unet（cls + seg + rec）は
F 値では Joint-SwinTransformer と比べて劣っていたが，
AUCは 0.799で最大の値になった．
異なるタスクによって学習される表現が分類タスクに与え
る影響
表 1から，MTL-Swin-Unet（cls + seg）は Swin Trans-

former[16] に比べて AUC がテストデータ（病院 1-4）で
0.004，テストデータ（病院 5-11）で 0.016上回った．Joint-

SwinTransformerも Swin Transformer[16]に比べて AUC

がテストデータ（病院 1-4）で 0.011，テストデータ（病
院 5-11）で 0.015上回った．一方で，MTL-Swin-Unet（cls

+ rec）は Swin Transformer[16]に比べて，AUCがテスト
データ（病院 1-4）で 0.008，テストデータ（病院 5-11）で
0.017下回った．このことから，画像再構成タスク単体では
分類タスクと共通する有利な要因はなく，むしろ相反する
情報を持つと考えられる．一方で，セグメンテーションタ
スクは分類タスクにとって有利な表現を学習できることが
分かる．また，MTL-Swin-Unet（cls + seg + rec）の 3つ
のタスクを行う場合は，MTL-Swin-Unet（cls + rec）に比
べて，AUCがテストデータ（病院 1-4）では変化がみられ
なかったが，テストデータ（病院 5-11）で 0.011上回った．
このことから，画像再構成タスクは単体では分類タスクに
有利な影響を与えないが，セグメンテーションタスクと同
時に学習させることで，MTL-Swin-Unet（cls + rec）より
も分類タスクに有利な表現を学習できることが分かった．
モデルサイズの影響
MTL-Swin-Unet，Joint-SwinTransformer，Swin Trans-

formerでモデルサイズの大きい tinyで実験を行った．表
1 から，テストデータ（病院 1-4）に対する MTL-Swin-

Unet-tiny（cls + seg + rec）でMTL-Swin-Unet（cls + seg

+ rec）と比較して AUC の 0.006 の上昇，テストデータ
（病院 5-11）に対する Joint-SwinTransformer-tinyで Joint-

SwinTransformerと比較して AUCの 0.001の上昇がみら
れたが，それ以外の場合では 0.004から 0.031の低下がみ
られた．
4.3.1 予測根拠の確認
脳の CT画像では，モデルは頭骨に注目して分類を行っ

てしまう場合がある．しかし，実際は血腫や脳のテクス
チャに重要な情報がある．そこで，予測根拠の可視化を
Grad-CAM[3]で行った．Grad-CAM[3]は入力画像のどの
部分が予測に最も影響を与えたかをヒートマップとして
出力することで，予測に対する視覚的説明を得ることがで
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TestData(Hospital1-4) TestData(Hospital5-11)

Methods iou-seg acc prec rec f1 auc acc prec rec f1 auc

U-Net[8] .692 - - - - - - - - - -

Swin-Unet[11] .808 - - - - - - - - - -

ResNet152[15] - .901 .655 .333 .692 .804 .822 .126 .095 .504 .511

Swin Transformer[16] - .956 .813 .819 .895 .963 .746 .254 .600 .599 .772

SwinTransformer-tiny[16] - .952 .825 .752 .880 .959 .755 .240 .505 .587 .741

Joint-Learning[7] - .945 .792 .724 .863 .913 .787 .208 .305 .560 .631

Joint-SwinTransformer - .956 .859 .752 .888 .974 .797 .317 .638 .650 .787

Joint-SwinTransformer-tiny - .953 .857 .724 .879 .950 .782 .287 .581 .626 .788

MTL-Swin-Unet(cls+rec) - .949 .805 .743 .871 .955 .736 .238 .571 .586 .755

MTL-Swin-Unet(cls+seg) .815 .956 .823 .800 .893 .967 .757 .256 .648 .617 .788

MTL-Swin-Unet(cls+seg+rec) .811 .961 .852 .809 .903 .967 .756 .276 .667 .618 .799

MTL-Swin-Unet-tiny(cls+seg+rec) .773 .960 .841 .810 .901 .973 .752 .282 .705 .623 .790

表 1: 半分より上にベースラインシステムとして 6モデル,半分より下に提案手法の 6モデルを示す. 提案手法はマルチタスク
学習であるMTL-SwinUnetで始まる 4モデル, Joint-SwinTransformerで始まる 2モデルを指す. 後者は, SwinTransformer

を使った形で, Joint-Learningの畳み込みニューラルネットワーク (EfficientNet)を SwinTransformerを使った形に変形す
る形のモデルを指す. 左列のテストデータ (病院 1-4)は, 訓練とテストデータで, 同じ患者からのオーバーラップしないス
ライスを許した場合を示す. テストデータ (病院 5-11)は訓練とテストデータで, スライスは別の患者のスライスを使った
場合を指す. マルチタスク学習では 3クラスのマルチタスクの場合と 2クラスのマルチタスクの場合があり, タスク名はそ
れぞれ，cls：クラス分類タスク，seg：セグメンテーションタスク，rec：画像再構成タスクを示す.

きる．
図 4 は，MTL-Swin-Unet（cls + seg + rec）の Grad-

CAM[3] による可視化結果である．（a）はハイポデンシ
ティの画像に対する可視化結果であり，（b）は血腫はある
がハイポデンシティでない画像の可視化結果である．どち
らの場合も，血腫やその周りに注目して予測を行っている
ことが分かる．

5. 結論
本論文では, マルチタスク学習のトランスフォーマーに

よる手法であるMTL-Swin-Unet（cls+seg+rec）を提案し
た. 疑似相関問題に陥った場合に, このマルチタスク学習の
トランスフォーマーによる手法を用いることにより, セグ
メンテーションの表現と, 画像再構成タスクの表現の手助
けを得ることにより, 分類器 SwinTransformerのみである
より, マルチタスク学習により洗練された表現を得ること
ができるのではというアイデアである. 実験では, この提
案手法MTL-Swin-Unet（cls+seg+rec）は, テストデータ
が同じ患者のスライスを含む設定 (共分散シフトではない
設定) では F値が, 他の分類器の性能より高い結果を得た.

また、テストデータが同じ患者のスライスを含まない設定
(共分散シフトの設定)では, AUCが最も高い結果を得た.
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